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RESUME. De nombreuz travauz en recherche d’information (RI) ont montré l’apport
de la sémantique des mots pour améliorer l’appariement de document-requéte. D’ une
part, la sémantique symbolique dérivée de ressources externes permet de représenter
des entités et leurs relations explicites. D’autre part, la sémantique distributionnelle
inférée des corpus permet de représenter les relations sémantiques tmplicites d’un
corpus. Dans cet article, nous proposons de combiner ces deuz types de représentations
sémantiques. Ainsi, nous présentons un modéle neuronal pour la RI ad-hoc qui exploite
les représentations sémantiques latentes des documents et des requétes en bénéficiant
des concepts et des relations exprimés au sein d’une ressource externe. Les évaluations
sur deux jeuxr de données prouvent l’efficacité de notre modéle par rapport aux modéles
neuronaux profonds d’appariement de l’état de l’art.

ABSTRACT. In information retrieval task, the words semantic has been recognized
as significant mean to improve the document-query matching. First, the symbolic se-
mantics extracted from external resources allows to represent entities and their explicit
relations. Second, the distributed semantics inferred from the corpus allows to exploit
the implicit relations hidden in a corpus. In this paper, we introduce a neural model
that leverages the latent semantic representations of documents and queries by taking
advantage of the concepts and relations expressed within an external resource. Experi-
mental results obtained on two datasets indicate our model effectiveness in comparison
with state-of-the-art deep neural retrieval models.

MOTS-CLES : Recherche d’information, ressource terminologique, réseau de neurones
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1. Introduction

Les approches traditionnelles de la Recherche d’information (RI) s’appuient
fondamentalement sur le principe de ‘sac de mots’ ou ’appariement entre une
requéte et un document est basé sur un rapprochement lexical entre les mots qui
les composent. L’une des limites de ces approches repose sur la difficulté de cap-
ter la sémantique des mots en raison de leur variation lexicale (e.g. acronymes,
homonymes, synonymes, etc.) qui s’ajoute & "ambiguité du besoin en informa-
tion caché derriere une requéte, généralement composée de peu de mots. Cet
enjeu a été abordé sous différents angles dont principalement la RI sémantique
qui a pour objectif d’améliorer les représentations du document et de la requéte
en explicitant les associations entre les mots de la requéte et du document au
dela de I'appariement lexical. Une lignée de travaux se base sur le principe
de la sémantique relationnelle en exploitant des ressources sémantiques. Ces
derniéres peuvent étre classées en deux grandes catégories : (1) celles qui re-
présentent des connaissances linguistiques, soit générales (e.g. WordNet), soit
axées sur un domaine particulier (e.g. UMLS) et (2) celles structurées comme
des graphes de connaissances (e.g. DBpedia, Freebase), représentant des infor-
mations factuelles sur les entités et les relations sémantiques entre ces entités.
En RI, ces ressources fournissent des sources d’évidence supplémentaires sur
les objets et leurs relations (e.g. les relations de synonymie ou de hyponymie)
permettant de réduire la discordance de vocabulaire entre les requétes et les
documents grace a diverses techniques : Pexpansion de la requéte (Xiong et
Callan, 2015b), I'expansion de document (Agirre et al., 2010), ou plus récem-
ment, 'utilisation des facteurs enrichis décrivant la relation entre les documents
et les requétes (Xiong et Callan, 2015a).

Une autre lignée de travaux concerne la réduction de ’espace de représen-
tation des documents et des requétes pour en faire émerger les facteurs d’asso-
ciations latentes. Ces modeles, comme le LSA' (Furnas et al., 1988) ou PLSA?
basés sur la sémantique distribuée, sont capables d’inférer les sens des mots par
association a d’autres mots en analysant leurs co-occurrences dans le corpus de
documents. Plus récemment, une direction de travaux émergeante permet d’in-
férer ces associations par apprentissage non supervisé en utilisant un réseau de
neurones sur des corpus de données a large échelle. Dans ces méthodes, un mot
est projeté sur une représentation latente par un vecteur appelé word embed-
dings qui est capable de capturer la sémantique contextuelle des mots. Plusieurs
travaux s’intéressent a la définition de I’algorithme d’apprentissage pour mieux
projeter les mots et leurs contextes dans un espace vectoriel réduit (Mikolov
et al., 2013 ; Pennington et al., 2014). D’autres travaux s’intéressent a 'utilisa-
tion de telles représentations distribuées pour favoriser une tache de traitement
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automatique du langage naturel (Le et Mikolov, 2014 ; Bengio et al., 2006) ou
de RI (Huang et al., 2013 ; Severyn et Moschitti, 2015).

Cependant des travaux antérieurs (Iacobacci et al., 2015) ont montré que
ces représentations ne permettent pas d’exprimer les différents sens d’un mot ni
ceux qui sont exprimés dans une ressource sémantique. Ainsi, nous supposons
que la sémantique distribuée et la sémantique relationnelle sont des approches
complémentaires pour représenter les différents sens des mots. Nous examinons
alors I’hypothese selon laquelle la combinaison de ces deux types de séman-
tiques permettrait d’améliorer la représentation de texte obtenue dans I’espace
latent et a terme, améliorer I’appariement requéte-document. En adoptant une
architecture neuronale, la représentation des textes selon I'approche séman-
tique relationnelle induit alors la difficulté de représenter un grand nombre
de relations objet-objet exprimées dans une ressource sémantique ; pour y ré-
pondre, nous proposons une méthode de hachage de relations qui vise a projeter
ces relations dans un espace de plus petite dimension. Plus précisément, nous
présentons dans cet article les contributions suivantes :

e Un modele d’appariement requéte-document basé sur un réseau de neu-
rones augmenté par des sources d’évidence (entités et relations) issues d’une
ressource sémantique. Ce modele est capable d’exploiter a la fois la séman-
tique distribuée du texte dans la collection et les caractéristiques sémantiques
relationnelles fournies par une ressource sémantique. Ces caractéristiques rela-
tionnelles sont représentées par une technique de hdchage de relations.

e Une évaluation expérimentale utilisant deux jeux de données TREC, a
savoir TREC PubMed CDS et TREC GOV2 Terabyte et deux ressources sé-
mantiques, respectivement MeSH? et WordNet?. A la différence des travaux
précédents qui utilisent les textes courts (e.g. titre du document) (Huang
et al., 2013; Severyn et Moschitti, 2015), nos expérimentations utilisent les
textes intégraux des documents.

2. Travaux connexes

2.1. Utilisation de réseaux neuronaur profonds en RI

Récemment, de nombreux travaux ont montré que les approches d’appren-
tissage par les réseaux de neurones profonds sont tres efficaces dans plu-
sieurs taches de RI (e.g. appariement de textes (Bengio et al., 2006 ; Huang
et al., 2013), et taches de question-réponse (Bordes et al., 2014)). Une premieére
catégorie de travaux utilise des représentations distribuées de mots (word em-
beddings) obtenues par les modeles neuronaux pour les intégrer dans les fonc-
tions d’appariement requéte-document (Ai et al., 2016a; Mitra et al., 2016).

3. https://www.nlm.nih.gov/mesh/
4. http://wordnet.princeton.edu



La deuxiéme catégorie de travaux consiste en des modeles d’appariement qui
apprennent la pertinence des paires document-requéte a partir des vecteurs sé-
mantiques latents (Huang et al., 2013 ; Hu et al., 2014). Par exemple, le Deep
Semantic Structured Model (DSSM) (Huang et al., 2013) est connu pour étre
un des modeles les plus efficaces dans la tache de recherche sur le Web. Ce
modeéle applique un réseau de neurones profond sur la représentation d’un do-
cument et d’une requéte obtenues par une méthode de hachage de mots qui
permet d’apprendre leurs représentations latentes a partir de leur valeur de
pertinence. Une extension du modéle DSSM, proposée dans (Shen et al., 2014)
s’appuie sur un réseau de convolution, appelée Convolutional Latent Seman-
tic Model (CLSM). Dans le méme contexte, Severyn et Moschitti (Severyn et
Moschitti, 2015) utilisent une couche de convolution au niveau de la couche
d’entrée pour apprendre la représentation optimale des paires de textes au tra-
vers d’une fonction de similarité. Au lieu de focaliser sur 'apprentissage d’'une
représentation complexe, une autre lignée de travaux vise plutét a construire
des appariements mot-a-mot entre la requéte et le document et utilise ensuite
des réseaux de neurones profonds pour apprendre des interactions hiérarchiques
entre les mots. Par exemple, le modéle DeepMatch (Lu et Li, 2013) intégre un
modele thématique probabiliste dans un réseau profond entiérement connecté
appliqué sur la matrice d’appariements de mots.

2.2. Utilisation de ressources de connaissance en RI

Les ressources linguistiques générales/spécifiques (e.g. WordNet ou UMLS
respectivement) et les graphes de connaissances (e.g. Freebase) représentent des
ressources externes qui fournissent des informations pertinentes sur la séman-
tique des mots & travers des objets (e.g. des mots, des entités ou des concepts)
et leurs relations associées (e.g. «est-uny, «partie-de»). Basé sur 1'utilisation
de ces ressources, une premiere catégorie de travaux en RI proposent des mé-
thodes d’expansion des requétes (Xiong et Callan, 2015b; Pal et al., 2014 ; Bai
et al., 2005) ou des documents (Agirre et al., 2010) pour estimer la probabi-
lité de vraisemblance des mots entre les requétes et les documents. Parmi les
modeles d’expansion de requéte, Xiong et Callan. (Xiong et Callan, 2015b)
proposent deux algorithmes basés sur la catégorisation de mots dans FreeBase.
Tandis que ’approche non supervisée estime la similarité entre la distribution
des catégories de mots dans les documents et les requétes, ’approche supervi-
sée exploite une vérité terrain pour estimer 'influence des mots. Pal et al. (Pal
et al., 2014) proposent une technique d’expansion de requéte utilisant des mots
extraits de plusieurs sources d’information. Pour chaque mot de la requéte, les
mots candidats dans les premiers documents renvoyés pour une requéte sont
classés en fonction de leur importance dans les documents pseudo-pertinents et
de leur similarité sémantique en fonction de leur définition dans WordNet. Par
ailleurs, Agirre et al. (Agirre et al., 2010) proposent une technique d’expan-
sion de documents basée sur 'utilisation d’un algorithme de marche aléatoire



identifiant a partir de WordNet les concepts les plus connexes. La deuxiéme
catégorie de travaux exploite des relations modélisées dans les ressources sé-
mantiques pour Pordonnancement des documents (Xiong et Callan, 2015a). Les
auteurs utilisent les entités dans des ressources externes semi-structurées pour
modéliser les caractéristiques de relations entre les documents et les requétes.
Plus précisément, le modele sélectionne d’abord les entités de la ressource sé-
mantique appartenant a la fois au document et a la requéte. Ensuite, une mé-
thode d’apprentissage d’ordonnancements est appliquée en utilisant une couche
latente supplémentaire dans le processus de génération d’ordonnancements qui
est construit sur les caractéristiques d’objets liés au document et a la requéte.

3. Le Modéle neuronal de RI

Nous décrivons dans cette partie notre modéle neuronal cong¢u pour une
tdche de RI ad-hoc en exploitant la sémantique relationnelle fournie par une
ressource sémantique externe. Nous pensons en effet que cette sémantique re-
lationnelle combinée a la sémantique distributionnelle inférée a travers le cor-
pus permettrait d’améliorer la qualité de I’appariement requéte-document. Plus
précisément, a partir d’'un document ou d’une requéte, notre réseau de neurones
vise a projeter la représentation combinée initiale du document ou de la requéte
sur un espace latent. Ces vecteurs sont obtenus en apprenant la pertinence
entre une requéte et un document. La Figure 1 illustre 'architecture de notre
réseau de neurones qui apprend simultanément les représentations sémantiques
latentes d’un document et d’une requéte dans le but d’estimer leur pertinence.
La représentation d’un document/requéte inclut a la fois une représentation du
texte brut et une représentation basée sur des ressources sémantiques. Cette
architecture a deux branches est utilisée dans plusieurs contributions en RI
(Huang et al., 2013 ; Severyn et Moschitti, 2015; Hu et al., 2014). A la dif-
férence de modeles s’appuyant sur des caractéristiques du texte brut, nous
utilisons une couche d’entrée basée sur la composition de deux types d’entrée :
les mots d’une part et les concepts et relations entre concepts d’autre part.

3.1. Architecture du modéle

3.1.1. Vecteur d’entrée

Pour chaque texte T' (qu’il soit extrait d’un document ou d’une requéte),
un vecteur d’entrée Tinyue = (zt,x°,x°7) est représenté comme un vecteur a
trois composants :

e Représentation de texte brut x'. Ce composant représente les mots du
texte intégral T. En se basant sur des travaux existants qui mettent en évi-
dence efficacité des représentations sémantiques distribuées, nous proposons
d’estimer un vecteur sémantique de dimension réduite en utilisant le modele
ParagraphVector (Le et Mikolov, 2014).
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Figure 1. Architecture du réseau.

e Représentation des descripteurs des objets sémantiques x°. Ce composant
représente les objets de la ressource sémantique identifiés dans le texte T' en
utilisant les termes préférés, définis par la ressource. Les termes préférés d’un
objet sont des ensembles de mots qui font référence au concept représenté par
I'objet. De facon similaire & la représentation en texte brut z, nous construisons
un vecteur sémantique a dimension réduite a ’aide du modele Paragraph Vector.

e Représentation sémantique relationnelle x°". Ce composant représente les
relations entre les objets de la ressource sémantique identifiés dans le texte
T'. Cette représentation est construite en utilisant une méthode de hdachage de
relations.

Les deux dernieres représentations concernant la sémantique du texte ainsi
que la méthode de hachage de relations sont détaillées dans la section 3.2.
3.1.2. Apprentissage de la représentation latente

Pour chaque branche du réseau, le vecteur d’entrée x;ppu: du texte T est
projeté dans un espace latent a l’aide de L couches cachées l; (i = 1,---, L) afin
d’obtenir un vecteur sémantique latent y. Chaque couche cachée [; et le vecteur
sémantique latent y sont respectivement obtenus par les transformations non
linéaires suivantes :

lO = Tinput
li=fWisi-lii+bi1) i=1,..,L 1]
y=f(Wr -l +bg)



ou W; et b; sont respectivement la matrice de poids et le biais de la ¢ couche.
La fonction d’activation f(z) effectue une transformation non linéaire, a savoir

ReLU (Unité de Rectification Linéaire) : f(z) = maz(0, z).

Apres avoir obtenu les vecteurs sémantiques latents yp et yg du document
D et de la requéte @ par la transformation non linéaire des couches cachées, le
score de similarité cosinus entre les vecteurs document et requéte R(D|Q) est
calculé.

3.1.3. Fonction de cott

Comme la tache de RI adhoc concerne un probleme d’ordonnancement, nous
optimisons les parametres du réseau de neurones en utilisant un cotit d’or-
donnancement relatif, basée sur la distance de similarité A entre des paires
de document-requéte pertinentes, notée (Q, DT), et des paires de document-
requéte non pertinentes, notées (Q, Dp_ ) Pour ce faire, nous construisons un
échantillon de paires de document-requéte dans lequel nous opposons, pour
la, méme requéte @, un document pertinent DT avec n documents non perti-
nents D, p € [1..n], comme suggéré dans (Huang et al., 2013). La différence A
entre la similarité de la paire pertinente (Q, D) et des paires non pertinentes
(Q, D, ) est définie comme suit :

A= Z {sim(@7 D) — sim(Q, D,)) 2]

p=1

ou sim(e,e) et la sortie du réseau de neurones. Comme sim(e,o) € [—1,1],
Pamplitude de A est [—2n, 2n].

Ensuite, le réseau est entrainé pour maximiser la distance de similarité A
utilisant la fonction de cofit “en coude” (hingeloss) L, bien adapté pour les
taches d’apprentissage d’ordonnancement (Chen et al., 2009) :

L =max(0,a — A) [3]

ou « est la marge de L, selon 'amplitude de A.

3.2. Représentation vectorielle de la sémantique relationnelle

Notre objectif est de représenter la sémantique des documents/requétes en
s’appuyant sur une ressource sémantique externe. L’intuition liée & notre pro-
position de représentation repose sur les hypothéses suivantes : (H1) un texte
est un sac d’objets identifiés & partir d’une ressource sémantique, et (H2) des
textes sémantiquement similaires comportent des objets similaires/connexes.

Formellement, une ressource sémantique est un graphe relationnel G =
(V,E) ou V est un ensemble de nocuds et E est un ensemble d’arétes entre



ces nceuds. Chaque noeud v; =< 04, desc;, > est une paire d’objets o; (e.g. mot,
entité) et son étiquette textuelle desc; (e.g. termes préférés). Etant donné un
ensemble O des objets dans la ressource sémantique G, nous pouvons identi-
fier, pour chaque texte T', un ensemble d’objets O(T") C O. En accord avec nos
hypotheéses H1 et H2, nous proposons la représentation suivante :

1) Chaque vecteur d’entrée z*"P“! inclut une représentation 2° des descrip-
teurs textuels desc; des objets o; € O(T') (hypothese H1).

2) Pour répondre a la contrainte de similarité (hypothese H2), nous repré-
sentons les similarités sémantiques entre les objets o; € O(T) dans le texte
T. Une approche naive pour représenter de telles relations consiste a utiliser
un vecteur binaire encodant la présence/absence de toutes les relations. Etant
donné le grand nombre de relations objet-objet dans la ressource sémantique,
nous proposons la méthode de hdachage de relations. De la méme maniére que
la méthode de hdchage de mots basés sur les trigrammes (Huang et al., 2013),
notre méthode vise a réduire la dimension du vecteur sémantique relationnel
en utilisant une dimension inférieure ou égale au nombre total d’objets dans la
ressource sémantique (qui est beaucoup plus faible que le nombre de relations).
Nous proposons de projeter les relations objet-objet sur un ensemble d’objets
représentatifs R (tels que |R| < |O|). En construisant le référentiel d’objets R,
nous estimons la similarité sémantique entre les objets identifiés dans le texte
T avec chacun des objets dans le référentiel. Une fagon de réduire la taille du
référentiel de |O| & |R| est de s’appuyer sur la structure de la ressource externe.
Par exemple, une structure hiérarchique permet de faire une coupe de niveau
K. Pour chaque objet représentatif o; dans le référentiel R, la composante asso-
ciée 2°7 (i) de la représentation sémantique relationnelle z°" est estimée comme
la probabilité d’atteindre 1’ objet o; de I’ensemble O(T) des entités identifiées
dans le texte T' comme suit :

z°" (i) = Z log P(o; | 0;) = Z log sim(0;, 0;) n

0,€0(T) 0,€0(T) ZokEO(T) Slm(okv Oi)

ou sim(o0;,0;) est une mesure de similarité sémantique entre les objets o;
et 0;. Nous utilisons la similarité Leacock & Chodorow (Leacock et Chodorow,
1998) qui est basée sur le chemin le plus court entre les objets de la ressource
sémantique. Par conséquent, plus les objets identifiés dans les documents sont
similaires/connexes, plus les documents sont similaires.

4. Evaluation expérimentale

4.1. Jeux de données

Notre modele est évalué sur deux jeux de données dont les statistiques sont
présentées dans le Tableau 1 :



e Le jeu de données GOV2 est une collection (crawl) des sites .gov utilisée
dans la campagne TREC Terabyte. Nous utilisons requétes (topics) des cam-
pagnes 2004, 2005 et 2006 dont la partie narrative est utilisée comme requéte
pour entrainer le modele.

e Le jeu de données PMC OpenAccess® qui regroupe le texte intégral biomé-
dical de PubMed utilisé dans la campagne TREC-CDS. La partie "résumé" des
sujets des campagnes d’évaluation 2014 et 2015 est utilisé comme des requétes
pour I'entrainement du modele.

Afin d’apprendre la sémantique du texte, nous utilisons des ressources sé-
mantiques externes adaptées au domaine d’application de chaque jeu de don-
nées. Pour le corpus GOV?2, nous considérons la terminologie WordNet qui est
une base de données lexicale anglaise incluant environ 117,000 synsets (groupes
de mots associés au méme concept). Ces synsets sont connectés par 6 relations
sémantiques, par exemple, la plus commune est “EST-UN” (hyponymie ou hy-
peronymie) que nous exploitons dans nos expérimentations. Pour le corpus
PMC, nous utilisons le thésaurus MeSH, version de 2015, construit par la Bi-
bliothéque américaine de médecine (NLM). Cette ressource comprend 27000
concepts, organisés en 16 catégories et structurés hiérarchiquement du plus
général au plus spécifique.

Tableau 1. Statistiques de TREC Terabyte et de TREC-CDS
GOV2 PMC

# Documents 25 000 000 733 138
Longueur moyenne des documents (#mots) 1132,8 477,1
# Requétes 150 60
# Paires pertinentes 25 100 8 346

4.2. Détails d’implémentation et protocole d’évaluation

Pour former le vecteur d’entrée, nous appliquons deux modeles Paragra-
phVector, un sur le corpus de textes pour le vecteur z! et un autre sur le
descripteur conceptuel pour le vecteur z°. Les deux vecteurs sont de dimension
100, ce qui est cohérent avec les résultats précédents indiquant que les modeles
de vecteurs de paragraphes de dimensions réduites sont capables de capturer
des structures complexes (Ai et al., 2016a). Pour construire le vecteur d’entrée
sémantique relationnel z°", les concepts sont extraits a ’aide d’outils d’extrac-
tion, & savoir SenseRelate (Pedersen et Kolhatkar, 2009) pour le jeu de données

5. http://ir.decs.gla.ac.uk/test_collections/gov2-summary.htm
6. https://www.ncbi.nlm.nih.gov/pmc/tools/openftlist /



GOV?2 et Cxtractor” basé sur MazMatcher (Zhou et al., 2006) pour le jeu de
données PMC. Une fois que les concepts sont identifiés, le vecteur sémantique
relationnel z°" est construit en utilisant la méthode de hdchage de relations
avec le niveau du référentiel K = 4. Ce seuil représente un compromis entre la
spécificité des concepts et la dimension du vecteur, a savoir 3746 et 1096 pour
respectivement le corpus GOV2 et le corpus PMC.

Concernant ’architecture de notre modele, nous considérons les parametres
utilisés dans (Huang et al., 2013). Plus précisément, le nombre de couches
cachées est fixé a 2 avec une taille de vecteur caché égale a 300 conduisant
a une couche de sortie de 128 noeuds. Le nombre n de paires de document-
requéte non pertinentes opposé a un pertinent est 4 (Equation 2). Des paires
de documents-requétes pertinentes/non pertinentes sont construites sur la base
de la vérité terrain de chaque jeu de données, fournissant des jugements de per-
tinence graduelle de 0 & 2 (critéres de pertinence : 1 et 2). Ensuite, les 4 paires
non pertinentes opposées a une paire pertinente sont extraites aléatoirement
de ’ensemble de paires non pertinentes.

Pour apprendre les parametres du modele, nous appliquons la méthode de
validation croisée sur 5 sous-échantillons. Les requétes de chaque jeu de don-
nées sont divisées en 5 échantillons dont 4 pour I'apprentissage et la validation
du modele et 1 pour le test. La performance de 'ordonnancement du modele
est moyennée sur 5 échantillons de test. Le modele est optimisé a ’aide d’une
descente de gradient stochastique par mini-lots (SGD) de 5 échantillons. Nous
utilisons une régularisation par la norme 12 et une drop out a 0, 3. Notre modele
converge généralement apres 20 passages sur l'ensemble de données d’appren-
tissage.

Pour évaluer la performance de notre modeéle et des différentes modeles
de référence, nous réalisons la technique de réordonnacement comme dans (Ai
et al., 2016b). Pour cela, les 2000 premiers documents sélectionnés par le modele
BM25 sont retenus et les résultats finaux sont calculés en utilisant les 1000
premiers documents de chaque modeéle de réordonnancement selon les métriques
suivantes : MAP, PQ10 et nDCG@Q10.

4.3. Modéles de référence

Nous utilisons trois types de modeles de référence : les modeles d’appa-
riement exact (BM25, LM — DI), les modeéles d’appariement basé sur la sé-
mantique latente (QFE, LM — LDA) et les modéles d’appariement neuronaux
profonds (DSSM,CLSM) :

e BM?25 : Le modele probabiliste classique BM25.
e LM — DI : Le modele de langue basé sur le lissage de Dirichlet, qui est un

7. https://sourceforge.net /projects/cxtractor/



autre modele d’appariement exact.

e LM — QF : Un modele de langue appliquant une technique d’expansion de
requéte basée sur des concepts (Pal et al., 2014) dans lequel les termes candi-
dats sont ordonnés en fonction de leur similarité avec les descriptions des objets
dans la ressource sémantique. Les parametres par défaut mentionnés dans ’ar-
ticle de référence (Pal et al., 2014) sont utilisés.

e LM — LDA : Un modeéle latent utilisant le modele de langue (Wei et
Croft, 2006). Par souci de comparabilité, nous avons fixé le nombre de su-
jets (topics) égaux a la taille du vecteur de sortie y dans notre modele, soit
128.

e DSSM : Le modele d’appariement de I’état de ’art, basé sur un réseau de
neurones (Huang et al., 2013). Nous utilisons le code public® avec les valeurs
par défaut des parametres. Nous évaluons le modele DSSM sur les documents
en texte intégral.

e CLSM : L’extension du modele DSSM dans lequel le réseau neuronal est
remplacé par un réseau de convolution pour mieux capturer des structures
contextuelles détaillées (Shen et al., 2014). Nous utilisons également le code
CLSM public® sur les documents en texte intégral avec les valeurs des para-
metres par défaut.

5. Résultats expérimentaux
5.1. Analyse de Uefficacité

Dans cette section, nous nous intéressons a 1’évaluation des performances
de notre modele sur les deux jeux de données GOV2 et PMC. Le Tableau
2 présente 'efficacité en termes des mesures MAP, P@Q10 et NDCG@10 pour
notre modele et les différents modeles de référence.

D’un point de vue général, nous pouvons constater d’une part que les mo-
deles classiques d’appariement (& savoir, BM25 et LM-DI) fournissent des ré-
sultats significativement meilleurs que notre modele. En effet, ces modeles ob-
tiennent respectivement une MAP de 0,1777 et de 0,1584 pour le jeux de
données GOV2 tandis que notre modele obtient 0,1197. D’autre part, notre
approche dépasse les modeles sémantiques (LM — QE et LM — LDA) et les
modeles neuronaux profonds (DSSM et CLSM) avec des améliorations signi-
ficatives. Par exemple, notre modele présente des résultats significativement
plus élevés pour le jeu de données GOV2 par rapport aux modeles LM-QE;,
DSSM et CLSM, caractérisés respectivement par une valeur de MAP égale a
0,0738, 0,0418 et 0,0365. Ces observations sont similaires pour les deux jeux
de données, soulignant le fait que notre modele est efficace dans l’exploita-
tion des ressources générales (WordNet) ainsi que des ressources spécifiques a

8. https://www.microsoft.com/en-us/research/project/dssm/



Tableau 2. Comparaison de Uefficacité des modéles sur les jeur de données
GOV?2 et PMC. Amélioration/dégradation significative de notre modéle p.r.a
chaque modéle est indiquée (+/—) (p-value< 0.05)

GOV2 PMC
Model MAP  P@l0 nDCG@Q@I0|MAP  P@l0  nDCG@I10
BM25 0,1777~ 0,4376~ 0,36~ 0,037 0,2033~ 0,1824~

LM-DI 0,1584= 0,406~ 0,3243~ 0,0388  0,1967~ 0,1827~

LM-QE 0,0738% 0,1477" 0,11697" 0,0106" 0,0767  0,0738
LM-LDA | 0,0966  0,1651% 0,1278 0,0185  0,1067  0,1025

DSSM 0,0418" 0,2403  0,1838 0,0125% 0,0533% 0,0521
CLSM 0,0365" 0,2007  0,1496 0,0114% 0,034%* 0,0201%

Notre modele | 0,1197  0,2329  0,1702 0,0233  0,0967  0,0737

un domaine (MeSH). Plus particulierement, nous pouvons observer les points
suivants :

e Le modele BM25 et les modeles de langue sont connus comme des mo-
deles de référence en RI. Il est difficile d’obtenir de meilleurs résultats dans
le cas des modeles d’appariement neuronaux entrainés sur des petits jeux de
données comparativement aux jeux de données a grande échelle, souvent pro-
priétaires, comme ceux utilisés dans (Huang et al., 2013). En effet, Papprentis-
sage des représentations latentes du texte au travers d’architectures neuronales
profondes requiert ’optimisation d’un grand nombre de parameétres. Par consé-
quent, 'efficacité de notre modele est sous-optimisée en raison du faible nombre
de requétes de nos jeux de données GOV2 et PMC, respectivement 150 et 60
requétes. Ce constat nous suggere d’expérimenter & moyen terme notre modele
sur un jeu de données plus important. En outre, il est important de souligner
qu’a la différence de la majorité des approches neuronales de 1’état de art (Guo
et al., 2016 ; Huang et al., 2013 ; Severyn et Moschitti, 2015 ; Shen et al., 2014)
qui effectuent ’appariement entre les titres des documents et les requétes, nous
avons expérimenté notre modele sur le contenu intégral des documents (la lon-
gueur moyenne d’un document est de 1132.8 et 477.1 mots pour respectivement
GOV2 et PMC). Ce choix d’expérimentation renforce notre intuition sur la né-
cessité d’apprendre les représentations latentes sur des jeux de données plus
grands.

e Notre modeéle présente des accroissements significatifs par rapport au mo-
dele LM-QE. Ce résultat suggere que les représentations sémantiques latentes
des documents et des requétes basées sur la méthode de hdachage de relations
sont plus efficaces pour 'appariement que les requétes étendues textuellement
avec des concepts pertinents.

e L’efficacité de notre modele est généralement plus élevée que celle du mo-
dele LDA-LM, avec par exemple une amélioration significative de 22% pour la



Tableau 3. Similarité moyenne des paires de requétes de documents perti-
nentes aux_couches d’entrée et de sortie

GOV2 PMC
Entrée Sortie Entrée Sortie
DSSM 0,1482 0,3955 0,1049 0,1111
Notre Modele 0,1916 0,7369 0,1413 0,4436

métrique PQ10 sur le jeu de données GOV2. Ceci est cohérent avec le travail
précédent (Huang et al., 2013) qui met en évidence Defficacité des représenta-
tions latentes des textes obtenues par un modeéle neuronal par rapport a celles
obtenues par les modeles probabilistes de type LDA.

e L’efficacité de notre modele dépasse les modeles de 1’état de I'art basés
sur des architectures neuronales, a savoir DSSM et CLSM. Ces résultats sug-
gerent que l'intégration de la sémantique relationnelle des mots dans la couche
d’entrée permet d’améliorer I'apprentissage du modele d’appariement neuro-
nal. Curieusement, le modele de convolution CLSM initialement expérimenté
sur un jeu de données a grande échelle et plus efficace que le modele DSSM,
est moins efficace que le modele DSSM lorsqu’il est utilisé sur des collections
plus petites. Ce constat est également identifié dans (Guo et al., 2016). Cette
derniere observation, combinée aux observations issues de la comparaison de
notre modele aux modeles de référence BM25 et LM-DI, ouvre de nombreuses
perspectives de recherche en RI neuronale en termes d’apprentissage de re-
présentation sur de petits jeux de données en introduisant par exemple des
approches de supervision distante.

5.2. Analyse des représentations latentes des documents et requétes

Afin d’étudier 'impact de l'intégration de la ressource sémantique externe
dans un modele d’appariement neuronal, nous proposons de comparer les re-
présentations des documents et requétes pour notre modele et le modele DSSM.
Le Tableau 3 présente les mesures de la similarité cosinus entre les paires de
document-requéte au niveau des vecteurs d’entrée et de sortie pour chacun
des modeles. Nous pouvons observer que les similarités des vecteurs document-
requéte en entrée sont de la méme plage de valeurs pour les deux jeux de
données et les deux modeles. Pourtant, I’amélioration de la similarité entre
les vecteurs d’entrée/sortie est plus importante pour notre modele (+166.88%
et 5.91% pour GOV2 et PMC respectivement) que pour le modele DSSM
(4+284.63% et 213.94% pour GOV2 et PMC respectivement). Ces résultats
suggerent que 'utilisation des ressources sémantiques externes, et plus particu-
lierement la sémantique relationnelle induite par le hachage de relations, permet
une meilleure discrimination entre les documents pertinents et non pertinents.
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Figure 2. Analyse comparative de la projection t-SNE entre les vecteurs d’en-
trée (a)(c) et de sortie (b)(d) pour la requéte 707 du jeu de données GOV2.
o : documents pertinents - e : documents non pertinents.

Ces résultats quantitatifs sont également appuyés par les visualisations des
représentations de documents et de requétes effectuée par une projection t-SNE.
La Figure 2 illustre, pour un exemple de requéte (707 du jeu de données GOV2),
les projections des vecteurs d’entrée et de sortie obtenues par le modele DSSM
(Figure 2. (a), (b)) et par notre modele (Figure 2. (c), (d)). Nous pouvons
observer qu’a l'entrée du réseau les documents pertinents (cercles blancs) et
les documents non pertinents (cercles noirs) sont répartis aléatoirement autour
de la requéte, & la fois pour le modéle DSSM et notre modeéle (Figures 2(a) et
2(c) respectivement). Nous pouvons également remarquer que les projections
d’entrée de DSSM et de notre modele ne sont pas similaires, expliqué par le
fait que le modele DSSM considére une représentation de mots (ou trigramme)
tandis que nous proposons une représentation augmentée du texte comprenant
une composante sémantique. Un autre aspect visible de la Figure 2(c) est que
quelques petits groupes de documents pertinents apparaissent déja au niveau de
I’entrée. Cela renforce notre intuition sur le fait que les ressources sémantiques
sont utiles pour améliorer les représentations des documents en entrée d’une
architecture neuronale profonde. Apres les transformations non linéaires effec-
tuées par le modele DSSM et notre réseau de neurones, nous observons que les
projections en sortie du modele DSSM (Figure 2 (b)) sont centralisées autour
de la requéte, ce qui laisse supposer que la discrimination des documents per-
tinents/non pertinents est difficile. En revanche, la projection des documents



et requétes en sortie de notre modeéle (Figure 2(d)) montre que les documents
sont clairement regroupés en deux classes, désignant généralement I’ensemble
des documents pertinents (& gauche) et ’ensemble des documents non perti-
nents (& droite)). Cette classification des documents est d’autant plus nette
que la requéte est visuellement proche du groupe de documents pertinents. Ces
résultats qualitatifs corroborent les résultats quantitatifs obtenus a partir de
la comparaison des scores de similarité des représentations de documents et de
requétes (Tableau 3).

6. Conclusion

Nous avons présenté dans cet article un modele neuronal pour la RI ad-hoc.
La particularité de notre modele est ’exploitation d’une ressource sémantique
externe pour la modélisation des objets et des relations inclus dans les requétes
et documents. Pour résoudre le probléme de la dimensionnalité sous-jacente
a la représentation des relations entre objets, nous proposons la méthode de
hachage de relations basée sur 'hypothése que des documents similaires com-
portent des concepts similaires et/ou reliés. Les représentations latentes des
documents et requétes, ainsi que leur appariement sont obtenus a 'aide d’un ré-
seau de neurones. L’évaluation expérimentale sur deux jeux de données TREC,
a savoir GOV2 et PMC met en évidence efficacité de notre modéle comparati-
vement aux approches orientées sémantique ainsi que les modeles RI neuronaux
de I'état de ’art. Dans un futur proche, nous envisageons de poursuivre nos
expérimentations sur des jeux de données plus importants, ainsi que des inves-
tigations plus profondes pour mieux évaluer 'effet des différentes composantes
de notre modele. En outre, il serait intéressant d’explorer la faisabilité d’un mo-
dele de transition (translation model) qui exploiterait la ressource sémantique
externe comme une troisieme branche du réseau afin de traduire la relation
sémantique entre la requéte et le document.
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